
Ingeniería Investigación y Tecnología

volumen XXIII (número 4), octubre-diciembre 2022 1-13
ISSN 2594-0732 FI-UNAM artículo arbitrado
Información del artículo: Recibido: 15 de octubre de 2021, reevaluado: 5 de mayo de 2022,  
aceptado: 6 de agosto de 2022
Attribution-NonCommercial-NoDerivatives 4.0 International (CC BY-NC-ND 4.0) license
https://doi.org/10.22201/fi.25940732e.2022.23.4.031

Resumen

Este trabajo presenta un sistema capaz de realizar una clasificación binaria (buena y podrida) de manzanas red delicious, lo cual se 
logra mediante el uso del Índice de Vegetación de Diferencia Normalizada (NDVI) y una Red Neural Xception. Para ello, se utiliza 
una cámara multiespectral para observar detalles fuera del alcance del ojo humano, reduciendo la presencia de errores durante su 
clasificación. La selección del NDVI es resultado de su comparación con los índices de vegetación GNDVI, GVI, NDRE, NDVIR, NG, 
NGRDI y RVI, aplicados a un banco de imágenes obtenido mediante la cámara multiespectral. Además, se muestran los resultados 
de la clasificación al utilizar redes neuronales Xception, ResNet y MobileNet, lo que justifica el uso de la red Xception. Finalmente se 
describe la instrumentación e iluminación empleada en un prototipo que emula el proceso de clasificación real utilizando una ban-
da transportadora, lo que permite validar de forma experimental el sistema de clasificación propuesto, obteniéndose un 73 % de 
éxito en la clasificación en línea. El desarrollo de este trabajo se basa en la siguiente metodología: Se utiliza una cámara multiespec-
tral para la creación de una base de datos, las imágenes obtenidas pasan a una etapa de procesamiento conformada por la alineación 
y reconstrucción RGB. Posteriormente, se utilizan dos o más bandas para el cálculo, comparación y análisis de diferentes índices de 
vegetación. Una vez determinado el índice de vegetación a utilizar, se procede al entrenamiento y comparativa entre distintas arqui-
tecturas de redes neuronales. Respecto a la etapa de entrenamiento, se emplea transferencia de aprendizaje para reducir la necesi-
dad de una gran base de datos. Por último, se realizan pruebas experimentales para validar el comportamiento. 
Descriptores: Clasificación de manzanas, aprendizaje profundo, aprendizaje automático, cámara multiespectral, índice de vegetación.

Abstract

This paper presents a system capable of performing a binary classification (ripe and rotten) of red apples, which is achieved through the 
use of the Normalized Difference Vegetation Index (NDVI) and an Xception Neural Network. In order to carry out this process a multis-
pectral camera is used to observe details outside the scope of the human eye, reducing the presence of errors during their classification. 
The selection of NDVI is the result of its comparison with the GNDVI, GVI, NDRE, NDVIR, NG, NGRDI, and RVI vegetation indices 
applied to an image bank obtained by means of the multispectral camera. Furthermore, classification results are displayed when using 
Xception, ResNet, and MobileNet neural networks, thus justifying the use of the Xception network. Finally, the instrumentation and 
lighting used in a prototype, which emulates the actual classification process using a conveyor belt, are described. This method allows to 
experimentally validate the proposed classification system, in this case, 73 % success in the online classification was achieved. The de-
velopment of this work is based on the following methodology: a multispectral camera is used to create a database, the obtained images 
are sent to a processing stage, which involves alignment and RGB reconstruction. Subsequently, two or more bands are used for the 
calculation, comparison and analysis of different vegetation indices. Once the vegetation index is established, the training and compari-
son among different neural network architectures is carried out. Regarding the training stage, transfer learning is used to reduce the need 
for a large database. Finally, experimental tests are carried out to validate the behaviour.
Keywords: Apple sorting, deep learning, machine learning, multispectral camera, vegetation index.
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Introducción

Hoy en día, el almacenamiento de manzanas en cáma-
ras de refrigeración suele presentar condiciones no fa-
vorables como el escaso mantenimiento del sistema de 
aire acondicionado y la recirculación de aire, lo cual 
permite a bacterias y hongos mantenerse y reproducir-
se, provocando pudrición (Paulus et al., 1997). Otro pro-
blema frecuente radica en las contusiones debidas a un 
impacto, compresión, vibración o abrasión durante el 
manejo; los síntomas de estos daños (ennegrecimiento 
y ablandamiento del tejido) no aparecen inmediata-
mente (Baranowski et al., 2013). Por lo cual, se requiere 
inspeccionar la calidad. Además, las exigencias de cali-
dad son cada vez mayores debido a las normativas ofi-
ciales y petición de los mercados. Con base en lo 
anterior, existe un riesgo elevado de error humano en 
los procesos de clasificación manual; ya que las decisio-
nes se ven afectadas por factores como fatiga o hábitos 
adquiridos. 

Por lo anterior, se han realizado distintos estudios y 
prototipos para clasificación de manzanas, enfocándose 
la mayoría al diseño de algoritmos de visión artificial 
(Fan et al., 2020; Tan et al., 2018; Zhang et al., 2015). En 
dichos sistemas, los algoritmos tienen como objetivo la 
clasificación y el procesamiento de imágenes mediante 
los cuales se detecta una zona de pudrición a través de 
su forma, textura o color; lo cual limita su uso en detec-
ciones de pudriciones internas o de difícil apreciación 
por el ojo humano (Lu & Lu, 2018; Sofu et al., 2016). 
Debido a la variedad de formas irregulares, colores y 
texturas; la clasificación de frutas y vegetales se ha con-
vertido en un problema complejo en el área de Machine 
Learning (ML) (Hameed et al., 2018); lo anterior debido a 
que representa un problema de naturaleza multidimen-
sional con características hiperdimensionales.

Por ello, surge la necesidad de construir y diseñar 
sistemas de clasificación para control de calidad en me-
nor tiempo, de manera automática, con menor empleo 
de personal y mayor exactitud. Lo cual se puede lograr 
mediante la implementación de Redes Neuronales (NN 
por sus siglas en inglés), generando mejores estándares 
de calidad y ahorro económico (Bhargava & Bansal, 
2020; Dong & Guo, 2015). 

En (Wang et al., 2018), desarrollaron un algoritmo de 
clasificación fuera de línea para determinar si el arán-
dano está o no en buenas condiciones; para ello, em-
plearon dos Redes Neuronales Convolucionales 
Profundas (DCNN por sus siglas en inglés) y datos de 
transmitancia hiperespectral. Las redes utilizadas fue-
ron ResNet y ResNeXt, siendo la DCNN ResNeXt la 
que mayor precisión obtuvo (0.8952). En Steinbrener et 
al. (2019) se clasifican imágenes hiperespectrales de fru-

tas y verduras a través de Redes Neuronales Convolu-
cionales (CNN por sus siglas en inglés) previamente 
entrenadas con imágenes Rojo, Verde y Azul (RGB por 
sus siglas en inglés); para ello, se agregó una etapa de 
comprensión de datos a una CNN ImageNet, obtenien-
do una precisión fuera de línea de 92.23 %. Por su parte, 
en Singh & Singh (2019) se clasifican manzanas en po-
dridas y buenas, siendo una Maquina de Soporte Vecto-
rial (SVM por sus siglas en inglés) la de mayor 
rendimiento (98.9 %) al compararse con 5 diferentes 
clasificadores. En lo que a la clasificación de manzanas 
Golden Delicious se refiere, en el año 2017 se realizó un 
clasificador que indicaba si estaba sana o no; lo cual se 
hizo mediante una NN multicapa; el clasificador pri-
mero detecta la región del cáliz y después segmenta los 
defectos para indicar la pudrición, todo mediante bina-
rización de imagen (Moallem et al., 2017). Algunas he-
rramientas que actualmente se utilizan para clasificación 
de manzanas son: sistemas difusos (Papageorgiou et al., 
2018), características espectrales (Zhang & Li, 2018), 
imágenes hiperespectrales (Folch et al., 2016), ML (He-
ras, 2017), entre otras.

Los trabajos citados abordan la clasificación de frutas 
y verduras con base en segmentación, extracción de ca-
racterísticas y clasificación de imágenes. Los sistemas de 
visión RGB permiten extraer textura, forma, color y ta-
maño, pero algunos defectos son idénticos en textura y 
color, haciéndolos difíciles de detectar. Para ello se utili-
za visión hiperespectral (Bhargava & Bansal, 2018). A 
pesar de lo anterior, la implementación en línea de siste-
mas basados en ML e imágenes multiespectrales sigue 
siendo un reto por vencer. En relación con lo anterior, en 
Fan et al. (2020) se utilizan CNNs para detectar manza-
nas defectuosas, la clasificación es en línea y logran una 
precisión de 92 %, usan 6 imágenes por cada manzana, 
cuentan con 2 cámaras RGB y una banda transportadora 
para girar las manzanas. En la práctica no siempre se 
cuenta con ese tipo equipo, incluso, no se tienen grandes 
bases de datos para el entrenamiento. Además, no existe 
una metodología general para el uso de imágenes mul-
tiespectrales y CNN. Por lo anterior, en este artículo se 
plantea una metodología para el desarrollo de un algo-
ritmo para clasificación binaria de manzanas mediante el 
uso de una Cámara Multiespectal (CM). Para ello, se uti-
liza el Índice de Vegetación de Diferencia Normalizada 
(NDVI por sus siglas en inglés) y una red neuronal Xcep-
tion (Xc), la cual se entrena mediante un banco de imáge-
nes provenientes de la CM, permitiendo observar 
detalles fuera del alcance del ojo humano. Por último, se 
describe un prototipo que emula el proceso de clasifica-
ción en línea, obteniendo 73 % de éxito durante la clasifi-
cación en línea, lo anterior con solo 3 imágenes de la 
manzana y sin necesidad de girarla.
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El trabajo se organiza de la siguiente manera: la se-
gunda sección describe la obtención y procesamiento de 
imágenes provenientes de la CM, en esta misma sección 
se explican y comparan diversos Índices de Vegetación 
(VI) justificando el uso del NDVI. La sección tres presen-
ta los criterios utilizados para el entrenamiento de diver-
sas NNs, comparando su desempeño. La siguiente sec- 
ción detalla la instrumentación de un prototipo funcio-
nal para clasificación en línea, que sirve como banco de 
pruebas para validar el sistema propuesto. Finalmente, 
la sección de conclusiones y resultados.

Obtención y procesamiento de imágenes

La presente sección, describe el proceso de obtención y 
procesamiento de imágenes provenientes de una CM. 
La cámara utilizada es la MicasenseRededge-M, la cual 
toma 5 capturas correspondientes a cada banda espec-
tral: azul (B), verde (G), rojo (R), Infrarrojo Cercano 
(NIR) y Borde Rojo (RE). La comunicación entre la cá-
mara y el computador se realiza vía ethernet y la pro-
gramación mediante OpenCV (RedEdge, 2015).

Alineamiento y reconstrucción RGB

La CM presenta un desfase de posición en los lentes. 
Por lo tanto, se procede a realizar alineamiento de las 5 
bandas, teniendo como objetivo una reconstrucción 
centrada de la manzana.

Alineamiento

Se realiza una transformación de perspectiva, mediante 
la cual se estima la orientación relativa dentro de dos 
imágenes. Para ello se utiliza una matriz de homografía  
H              (Escamilla, 2012).

(1)

donde                            corresponde a las coordenadas de 
la manzana,                       es la representación en la ima-
gen y s un parámetro de escala. H = MW,  
W = [R t]            , contiene las rotaciones y traslaciones 
que relacionan el plano que se observa con el de la ima-
gen.                  describe la proyección debida a los pará-
metros intrínsecos de la cámara (Lu & Cai, 2020).

(2)

Cx y CY son el centro del sistema de coordenadas de la 
imagen, fx y fy corresponden a la distancia focal. Debido 
a que se trabaja con un objeto plano, Z = 0, obteniéndo-
se:

(3)

con                          y s = 1. De (3) se observa un mapeo 
lineal entre los planos de la imagen, es decir, cada par 
de puntos proporciona dos ecuaciones independientes.

(4)

En resumen, la relación de las coordenadas de la man-
zana con su representación en la imagen está dada por 
(Ranganathan & Olson, 2014):

(5)

Para calcular la matriz de homografía se localizan 4 
puntos correspondientes al contorno de la manzana, los 
cuales han sido establecidos de forma manual (Fi- 
gura 1).

Figura 1. Selección de puntos requeridos para calcular matriz de 
homografía

Tomando puntos de la banda RE como puntos de desti-
no, se obtiene la matriz de homografía respecto a una 
banda distinta. Posteriormente, se hace el alineamiento 
de la banda seleccionada con la de RE. Este procedi-
miento se realiza para todas las bandas.
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Reconstrucción RGB

Después del alineamiento se extraen los canales de la 
imagen. Cabe mencionar que la descomposición pro-
porciona 3 canales. Una vez que se tienen imágenes de 
cada banda constituidas por un solo canal, se realiza la 
unión de las bandas B, G y R. Obteniéndose una imagen 
conformada por los valores de los 3 canales. La Figura 2 
muestra el resultado del alineamiento y reconstrucción 
RGB.        

Figura 2. Resultados de la reconstrucción: a) RGB y b) 
Sobreposición de las imágenes

Índices de vegetación

Una vez concluido el alineamiento de imágenes se rea-
lizó la obtención del VI, el cual resulta de operaciones 
algebraicas entre 2 o más bandas espectrales (Ali et al., 
2017). Para esto, las imágenes deben estar conformadas 
por un canal y valores flotantes. Se experimentó con los 
VI descritos en la Tabla 1.

Cada píxel tiene un valor entre - 1 y 1. Para normalizar 
el VI de 0 a 255 se emplean las siguientes operaciones:

VI2 = (VI0) (255.0)	 (6)

(7)

siendo VIFIN la nueva imagen que contiene el VI final,  
VI2 resulta de multiplicar VI0 por 255.0 y VI0 es el VI 
original. 
      La Figura 3 muestra los resultados de cada VI, tanto 
el NDVI como el GVI destacan mejor las pudriciones 
(Figuras 3a y 3d). Sin embargo, el GVI presenta menor 
contraste de la manzana, por lo cual se optó por utilizar  
el NDVI.   

Figura 3. Resultados de la aplicación de índices de vegetación:
a) NDVI, b) GNDVI, c) RVI, d) GVI, e) NGRDI

Iluminación

Para este trabajo se analizaron 4 tipos de iluminación: 
Luz ultravioleta (UV), LED, iluminación solar y halóge-
na (Figura 4). La prueba con luz UV consta de un fondo 
color negro con el fin de contrastar la manzana; sin em-
bargo, no se logran resaltar del todo las pudriciones 
(Figura 4a). La iluminación LED no presenta gran dife-
rencia con la UV.

Por otra parte, la iluminación solar muestra mayor 
claridad para la obtención del NDVI, permitiendo ob-
servar con mayor facilidad las pudriciones. Lo anterior 
se debe a que este índice hace uso de la banda NIR, 
siendo esta la razón para su uso en la experimentación 
de los VI’s y la creación de la base de datos. 

La distribución espectral de la iluminación halógena 
se encuentra conteniendo en parte al NIR (entre 350 y 
750nm) y favorece el cálculo del NDVI. Por lo anterior, 
en el prototipo se implementa iluminación halógena, la 
cual se posiciona de manera directa al objeto de estudio 
buscando reducir las sombras en el área de observación.
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𝐷𝐷𝐷𝐷
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𝑅𝑅𝑃𝑃 =  𝑉𝑉𝑉𝑉
𝑉𝑉𝑉𝑉 + 𝐹𝐹𝐹𝐹 = 17

21 = 0.81 (13) 

 
 

𝑅𝑅𝑁𝑁 =  𝑉𝑉𝑉𝑉
𝑉𝑉𝑉𝑉 + 𝐹𝐹𝐹𝐹 = 18
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𝑃𝑃 =  𝑉𝑉𝑉𝑉
𝑉𝑉𝑉𝑉 + 𝐹𝐹𝐹𝐹 = 17

26 = 0.65 15 

Tabla 1. Índices de vegetación (Giovos et al., 2021).

Índice de vegetación Fórmula

Diferencia Normalizada NDVI = NIR - R / NIR + G

Diferencia Normalizada 
Verde GNDVI = NIR + V / NIR + G

Proporción RVI = NIR / R

Verde GV  I = NIR /G

Normalizado Rojo-Verde NGRDI G - R / G + R

a)		                         b)

a)		     b)                                       c)

d)		        e)
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Figura 4. Pruebas de iluminación: a) luz UV, b) luz LED,  
c) iluminación solar d) iluminación halógena 

Obtención de base de datos

Para la obtención de la base de datos se creó un progra-
ma para calcular el NDVI y realizar reconstrucción 
RGB; posteriormente se guardó la información en car-
petas. 

A continuación se explica el algoritmo empleado:

●	 Lectura de archivos: Se extraen los nombres de los 
archivos contenidos en una carpeta (fotografías de 
la CM) y se ingresan a una variable.

●	 Ciclo for: Se encarga de repetir el proceso siguiente 
en función de la cantidad de archivos almacenados 
en la carpeta previamente inspeccionada.

●	 Declaración de variables: Se leen las imágenes co-
rrespondientes a las 5 bandas y se declaran 4 puntos 
que abarcan el contorno.

●	 Alineamiento de imágenes: Se realiza la alineación 
de las bandas B, G, R y NIR, con base en la banda 
RE.

●	 Reconstrucción RGB: Unión de las bandas B, G y R.
●	 Cálculo de NDVI: Se realiza la operación algebraica 

correspondiente.
●	 Almacenamiento de imagen RGB y NDVI: Una vez 

obtenidas las imágenes RGB y NDVI, se realiza un 
recorte de la imagen a fin de evitar la presencia de 
perturbaciones en los bordes durante el entrena-
miento. Finalmente, son almacenadas.

A continuación, se muestran los resultados de alinea-
miento y reconstrucción RGB. La Figura 5 corresponde 
a una manzana sana, mientras que la manzana de la 
Figura 6 presenta áreas con pudrición difíciles de dis-
tinguir por el ojo humano. El algoritmo propuesto hace 
notar estas áreas.

Figura 5. Manzana en buenas condiciones: a) RGB y b) NDVI 

Figura 6. Manzana con pudriciones: a) RGB y b) NDVI

Entrenamiento y comparativa de redes neuronales

Los métodos de segmentación y máscaras requieren 
que se dicten reglas para realizar una acción. Por el con-
trario, los métodos de ML requieren los datos y las res-
puestas para generar las reglas o algoritmos de relación 
entre estos (Xul et al., 2008). 

Las arquitecturas de NN empleadas para clasifica-
ción de imágenes (Figura 7) están compuestas por una 
capa de entrada, capa de salida y capas intermedias u 
ocultas. Cada capa puede realizar distintas operacio-
nes, las más comunes son: 

1.	 Convolución: Aplica filtros convolucionales de dis-
tintos tipos para extraer características de las imáge-
nes (f). El filtro convolucional se define con 
dimensiones (a x b) creando una matriz conocida 
como kernel (k), resultando en una imagen:

	 f · k = g		  (8)

	 El filtro convolucional reduce las dimensiones de la 
imagen de entrada y extrae características según el 
tamaño del (k) utilizado.

2.	 Pooling: Se encarga de reducir las dimensiones de 
las salidas generadas. Esto se hace mediante la defi-
nición de un filtro de dimensiones n × n, el cual re-
corre la imagen proporcionada y evalúa subcon- 
untos de pixeles para extraer valores máximos o 
promedios.

	 f · pooling (n × n) = g		  (9)

3.	 Fully connected: Esta operación asegura que una 
capa se encuentre completamente conectada con su 
sucesor y usualmente se emplea cuando los elemen-
tos de entrada son pocos en comparación con la en-
trada de la red.

a)		                 b)

c)		                 d)
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Para este trabajo se empleó un conjunto de datos que 
contiene 816 imágenes con 425,400,3 píxeles. El banco 
de imágenes se dividió en dos conjuntos: entrenamien-
to y validación. El primer conjunto contine 705 elemen-
tos utilizados para la etapa de entrenamiento de la NN, 
mientras que el segundo se conforma de los 111 ele-
mentos restantes y es utilizado para la validación y 
pruebas en línea. Como se observa, la base de datos es 
pequeña, considerando trabajos como (Dargan et al., 
2019) y los avances en clasificación de imágenes me-
diante ML. En particular, Deep Learning (ImageNet o 
MNIST); realiza Transferencia de Aprendizaje (en ade-
lante TA). Este método es utilizado cuando se cuenta 
con bases de datos pequeñas o es complicado/imposi-
ble recolectar datos para el entrenamiento y reconstruc-
ción de modelos (Pan & Yang, 2009), permite utilizar el 
conocimiento que se ha generado para resolver una ta-
rea que sea similar. (Hussain et al., 2019) hacen uso de 
TA con el re-entrenamiento de una red neuronal pre 
entrenada con ImageNet sobre un conjunto de datos de 
450 elementos, obteniendo 96.5 % de precisión en el 
desempeño de la nueva tarea. Shaha & Pawar, (2018) 
también reportan el uso de TA, lo cual les permite utili-
zar 80 elementos por cada clase obteniendo 88.88 % de 
precisión, destacando así los beneficios de esta técnica 
que parece no tener un límite mínimo de elementos.

La TA es un campo del aprendizaje profundo, tiene 
como fin el almacenamiento de conocimiento adquiri-
do mientras se ha resuelto un problema, este desem-
peño se puede emplear en algún otro momento y 
adaptar para resolver otro problema. Se define como: 
sea un dominio (Ds) y tarea (Ts) fuentes, un dominio 
(Dt) y tarea (Tt) objetivos, TA de la función objetivo 
usando conocimiento en Ds y TS, donde Ds ≠ DS, o Ts ≠ 
TS (Lin & Jung, 2017), es decir, ambos dominios están 
relacionados.

Programación Red Neuronal

La programación y entrenamiento de las NNs se realizó 
mediante la librería Keras de Python, el algoritmo utili-
zado se describe en la Figura 8.

Figura 8. Etapas presentes durante el entrenamiento de las NNs

Carga y generación del modelo

Se hace uso de una metodología basada en TA, se im-
porta el modelo a emplear, con el fin de acondicionarlo 
de acuerdo con las necesidades o requerimientos del 
problema en cuestión. Tomando en cuenta que la clasi-
ficación se dará en 2 clases, la salida de la arquitectura 
se conecta a un par de capas, las cuales acondicionan o 
reducen los datos, las características encontradas por 
las capas implementadas se conectan con una última 
capa (capa de salida) que contiene 2 neuronas. Una vez 
generada la arquitectura, se construye el modelo.

Congelamiento de capas

Para realizar la TA, se partió de un modelo ImageNet 
modificado para el problema en cuestión, el modelo 
contiene 135 capas previamente provistas con sus res-

Figura 7. Ejemplo de NN con varias capas convolucionales. Se aplican filtros a cada imagen de entrenamiento 
con distintas resoluciones y la salida de cada imagen se emplea como entrada para la siguiente capa, tomada de 
(Mathworks, 2018)
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pectivos pesos. Del modelo se “congelaron” 105 capas 
(pesos fijos, pre-entrenados), para la extracción de ca-
racterísticas se entrenó una cuarta parte de la red (capas 
106 a 135), se realizó un fine tuning en las capas restan-
tes donde no se han congelado los pesos. Así, se gene-
ran las clases requeridas para la clasificación.

Generación y acondicionamiento de los datos

Se emplean 705 imágenes para el entrenamiento y 111 
para la validación. El conjunto de imágenes para el en-
trenamiento está conformado por 421 imágenes de 
manzanas buenas y 284 de manzanas podridas, mien-
tras que el conjunto validación contiene 70 imágenes de 
manzanas buenas y 40 de podridas. Teniendo cerca de 
un 16 % respecto a los datos de entrenamiento para va-
lidar los algoritmos. 

El número de pasos por época se determina mediante:

	 (10)

donde DE y TL corresponden al número de datos en 
entrenamiento y tamaño de lote, respectivamente. 

(11)

siendo DV el número de datos de validación. Las ecua-
ciones (10) y (11) indican que la red toma 22 grupos de 
datos para evaluar, una vez completado el número de 
grupos se finaliza una época del entrenamiento y se 
evalúa la red con los pesos obtenidos en 4 lotes de datos 
propios de la validación.

Finalmente se generan los datos a emplear, estos se 
llevan a un tamaño de (224, 224) píxeles con 3 canales 
de entrada.

Compilación y entrenamiento de la red

El objetivo del entrenamiento es minimizar la diferen-
cia entre la salida real y la calculada por la NN median-
te el ajuste de los parámetros de la red, a los cuales se 
les pueden aportar distintas métricas según sea necesa-
rio, entre ellos se puede destacar el uso de optimizado-
res y métricas de pérdida. El optimizador se encarga de 
generar pesos (W) que ayuden a la red a converger al 
resultado deseado, para este caso de estudio se emplea 
RMSprop (Root Mean Square Propagation) que hace 
uso de un promedio móvil de gradientes cuadrados 
para normalizar el gradiente. 

Por su parte, la función de pérdida (loss) se encarga 
de evaluar la desviación entre las predicciones realiza-
das por la red y los valores reales de observación em-
pleados durante el aprendizaje, un resultado pequeño 
indica que la red es eficiente. Para nuestro caso de estu-
dio se emplea la entropía cruzada categórica (categorical 
cross entropy), la cual es una función de pérdida utiliza-
da en tareas de clasificación multiclase. Estas son tareas 
en las que un ejemplo solo puede pertenecer a una de 
muchas categorías posibles, y el modelo debe decidir a 
cuál.

Las arquitecturas empleadas han sido diseñadas 
para el procesamiento y clasificación de imágenes. A 
continuación se enlistan algunos ejemplos: 

●	 He et al. (2016) presentan uno de los primeros mode-
los de redes profundas RN, hacen uso de filtros con-
volucionales en sus distintas capas (50), cada una 
presenta un filtro distinto (de 1x1 ó 3 × 3) y a la sali-
da de la ultima operación se le suma el valor de en-
trada a las operaciones, esta conexión les permite 
crear arquitecturas tan profundas como se requiera.

●	 Respecto a MN, Howard et al. (2017) hacen uso de 
operaciones de convolución como Depth-wise y 
Point-wise, logrando reducir el tiempo y costo de 
cómputo requerido, su red se conforma de 52 capas.

●	 Chollet (2017) trabajan con NN Xc de 41 capas, pre-
sentan una modificación al método de convolución 
Depth-wise y realizan distintas operaciones ReLU + 
Convolución con las imágenes resultantes.

Es importante mencionar que Xc hace uso de Depth wise 
separable convolutions, lo cual permite un costo compu-
tacional bajo en comparación a modelos que hacen uso 
de convoluciones estándar (empleadas en ResNet50). 
Por lo cual, es computacionalmente efectiva, requiere 
menos parámetros y permite reducir el tiempo de en-
trenamiento (Chollet, 2017; Guo et al., 2019).  

A continuación, se enlistan los parámetros emplea-
dos para el entrenamiento de las 3 arquitecturas:

●	 Optimizer: RMSprop, con un learning rate = 0.001,  
r = 0.9, ∈ = None

●	 Loss: Categorical_crossentropy
●	 Metric: Accuracy

Entrenamiento de redes neuronales

Con la finalidad de comparar y verificar que NN es más 
apropiada para la tarea en cuestión, se realizó un análisis 
de entrenamiento de las arquitecturas antes mencionadas.

La Figura 9 muestra el desempeño de aprendizaje 
obtenido durante el entrenamiento de las NNs. Se pue-
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de resaltar que RN tarda más tiempo en llegar a un co-
nocimiento o extracción de características, la red 
incrementa el aprendizaje de manera gradual conforme 
pasan las épocas obteniendo un desempeño de 0.7436. 
En lo que a la red MN se refiere, se observa un menor 
tiempo en llegar al aprendizaje en comparación con 
RN, el cual se mantiene con pequeñas variaciones. Los 
valores obtenidos en la validación comienzan con bue-
na capacidad de predicción manteniendo ligeros cam-
bios, logrando un desempeño máximo de 0.8462. Por su 
parte, Xc se mantiene oscilando cerca del 1 desde su 
primera época, presentando ligeras variaciones, los re-
sultados de validación denotan un desempeño de 
0.8846.

Figura 9. Desempeño de las NNs durante la etapa de 
entrenamiento

Los resultados mostrados en la Figura 9 no son sufi-
cientes para validar que el aprendizaje obtenido duran-
te el entrenamiento permita realizar una correcta 
clasificación. Por ello, se sometió un conjunto de datos 
en cada época del entrenamiento de las NNs para vali-
dar su eficiencia al momento de realizar una clasifica-
ción. En la Figura 10 se presentan los resultados de 
validación, destacando los valores más altos (MN = 
74.36 %, RN = 84.62 % y Xc = 88.46 %). Se observa que Xc 
obtuvo una mejor capacidad de clasificación durante el 
proceso de validación, lo anterior justifica su uso.

Figura 10. Gráfica de validación durante entrenamiento

Posteriormente se procedió a realizar experimentos 
fuera de línea. La Figura 11 muestra un ejemplo de cla-
sificación de una manzana buena y otra con pudricio-
nes. El experimento se realizó con 3 imágenes de 

Figura 11. Resultados obtenidos fuera de línea: a) Manzana buena, no presenta pudriciones, b) Manzana mala, 
presenta pudriciones
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diferentes ángulos de las manzanas (girándolas), lo-
grando una mejor visualización del cuerpo del fruto. Es 
importante mencionar que en este experimento se clasi-
ficaron 17 manzanas mediante la red Xc, logrando un 
asertividad de 83 %.

Integración del sistema de clasificación

Se construyó el prototipo de la Figura 12. El cual consta 
de una banda transportadora de 0.09 x 0.6 m, trabaja a 
una velocidad de 0.075 m/s y permite procesar 4 man-
zanas por minuto. Además, se emplea iluminación ha-
lógena en forma directa que ofrece un flujo luminoso de 
1490 lúmenes. Para detectar el paso de las manzanas se 
emplean 3 sensores infrarrojo LM8393 acoplados a un 
costado de la banda, dejando una distancia de 0.09m 
entre cada sensor, los cuales sirven como capturador 
externo, es decir; cuando un sensor detecta el paso de la 
manzana se manda un pulso a la CM para realizar una 
captura.

Clasificación en línea

Se realizaron pruebas en línea para evaluar la capaci-
dad de clasificación real del modelo propuesto, se tomó 
una muestra conformada por 16 manzanas o 48 imáge-

nes (Figura 13) divididas en 5 lotes, la distribución de 
estos se describe en la Tabla 2.

Tabla 2. Evaluación original (O) vs clasificación en línea.  
(C) (B=Buena, P=Podrida, L=Lote e I=Imagen, N=dato nulo)

     I  
L 1 2 3 4 5 6 7 8 9 10

1 B 
B

B
B

B
P

B
B

B
B

B
B

B
B

B
P

B
B

B
P

O
C

2 P
B

P
B

P
B

P
P

P
B

B
P

B
B

B
B

B
B

B
B

O
C

3 P
B

P
P

P
P

P
P

P
B

P
B

P
P

P
P

P
P

P
P

O
C

4 P
B

P
P

P
P

P
P

P
P

P
B

P
P

P
P

P
P

P
P

O
C

5 P
P

P
P

B
B

B
B

B
B

B
B

B
B

B
B

N
N

N
N

O
C

La red obtuvo una clasificación de 26 buenas y 22 po-
dridas, mientras que la distribución original correspon-
de a 21 buenas y 27 podridas.

Los datos de la Tabla 2 se clasificaron en 4 categorías 
(Figura 14): Observación y predicción positivas (VP), 
observación positiva y predicción negativa (FN), obser-

Figura 12. Prototipo funcional: a) Interior 
de prototipo, b) Exterior del prototipo e 
instrumentación

Figura 13. Banco de imágenes que 
conforman la matriz de confusión
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vación y predicción negativas (VN) y observación nega-
tiva y predicción positiva (FP). Lo anterior para el 
análisis de resultados y verificación de la capacidad de 
asertividad del modelo (Bowes, 2012).

Figura 14. Comparación de resultados de evaluación

Agrupando los datos de la Figura 14; VP = 17, FN = 4, 
FP = 9 y VN = 18. Así, el desempeño de la clasificación 
está dado por:

(12)

Para observar en qué proporción los ejemplos positivos 
fueron clasificados, se utiliza:

(13)

El número total de ejemplos correctos clasificados posi-
tivos entre el número de ejemplos positivos obtenidos, 
indica que los ejemplos de clase positiva en su mayoría 
fueron clasificados de manera correcta. Para el cálculo 
de la razón de ejemplos negativos se realizan cambios 
en (13), obteniendo:

(14)

Lo cual indica que más de la mitad de los datos se clasi-
fican con exactitud, resaltando que se cuenta con cierto 
déficit para lograr una correcta clasificación de estos.

La exactitud de los datos predichos positivos res-
pecto a los que sí lo son se determina mediante la si-
guiente ecuación:

	 (15)

El uso de la matriz de confusión muestra un desempe-
ño a de 73 % de asertividad, permitiendo validar el des-
empeño de la clasificación en línea. Al analizar las 
imágenes se observa que algunas contienen perturba-
ciones que crean confusión a la red al momento de ser 
clasificadas. También, se resalta que los valores de pre-
dicción tienen cierta preferencia a los positivos (manza-
nas buenas), concluyendo que en presencia de incer- 
tidumbre la red predice el dato como positivo. Se debe 
resaltar que, debido a la naturaleza de la banda, no es 
posible girar la manzana (salvo ocasiones cuando debi-
do a su forma, gira ligeramente).

Discusión de resultados

El desempeño de 88.46 % obtenido durante la simula-
ción de nuestra propuesta es bajo respecto a Singh & 
Singh (2019), quienes clasifican fuera de línea manzanas 
podridas y buenas. Singh et al. logran 98.9 % de precisión 
utilizando una SVM y características de textura como: 
transformada Wavelet, histograma de gradientes orien-
tados, energía de la textura de Law, etc. En un enfoque 
similar, Moallem et al. (2017) obtienen un desempeño de 
92.5 % utilizando 8 características estadísticas, 5 textura-
les y 3 geométricas, las cuales ingresan a una SVM. 

En el presente trabajo sustituimos la extracción de ca-
racterísticas por operaciones geométricas entre imágenes 
multiespectrales (cálculo del NDVI), reduciendo el uso 
de operaciones complejas y permitiendo que el CNN sea 
el encargado de la extracción de características.

Por su parte, Ashraf et al. (2019) logran un desempe-
ño de 98 % al detectar frutas podridas o frescas entre-
nando una CNN con 1734 imágenes (obtenidas de 
internet) y empleando TA. Por nuestra parte, se destaca 
el empleo de 705 imágenes para el entrenamiento de la 
red y la base de datos obtenida mediante la CM. En un 
enfoque similar, en Fan et al.(2020) se realiza la clasifica-
ción en línea de manzanas buenas o podridas, obtuvie-
ron 96.5 % y 92 % de desempeño en simulación e im- 
plementación, respectivamente. Utilizando una banda 
transportadora para rotar cada fruta y dos cámaras 
RGB para captar seis imágenes de cada manzana. Así, 
extraen 20 características de textura que entran a la 
CNN. El entrenamiento se hizo con 79200 imágenes y 
50000 iteraciones.
Aunque el desempeño obtenido en Fan et al. (2020) es 
mayor al reportado en este trabajo, es importante consi-
derar que se emplean 3 imágenes y que no es posible 
girar las manzanas. Por lo anterior, se realizaron expe-
rimentos fuera de línea con 3 imágenes de diferentes 
ángulos, obteniendo un desempeño de 83 %. 

En resumen, el empleo del NDVI para este caso de 
estudio muestra un camino para la inspección de ali-
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mentos sin contacto y una extracción o posible clasifica-
ción de diversos padecimientos que pueden presentarse 
y no son visibles al ojo humano. Sin embargo, se debe 
trabajar en futuras mejoras a fin de proporcionar mayor 
robustes al sistema y así incrementar el desempeño en 
la clasificación.

Conclusiones

La metodología descrita reduce la necesidad de extraer 
características como: textura, forma, color, etcétera. En 
lugar de ello, se usa el NDVI para observar pudriciones. 
Lo anterior se logra mediante operaciones algebraicas 
entre las bandas espectrales proporcionadas por la CM. 
Por otra parte, la arquitectura Xc se implementó en lí-
nea para clasificar manzanas buenas y podridas. El uso 
de TA, redujo la necesidad de una base de datos gran-
de, obteniendo 88.46 %, 83 % y 73 % de desempeño en 
el entrenamiento, clasificación fuera de línea (imágenes 
de diferentes ángulos) y en la clasificación en línea, res-
pectivamente.

Se debe resaltar que la mayoría de los trabajos se 
centra en el diseño y comparación de arquitecturas de 
aprendizaje (Lu & Lu, 2018; Singh & Singh, 2019), ex-
tracción de características empleando imágenes hipe-
respectrales (Dong, 2015; Ekramirad et al., 2017) y RGB 
(Bhargava & Bansal, 2018). Sin embargo, pocos llegan a 
la implementación en línea. Así, la contribución de este 
trabajo radica en la descripción de las etapas de un sis-
tema de clasificación, que va desde la obtención de la 
base de datos, hasta el análisis de resultados de la im-
plementación en línea. El uso de TA permitió obtener 
un 88.46 % de desempeño en simulación, usando 705 
imágenes y 2200 iteraciones durante el entrenamiento. 
Lo anterior presenta un avance significativo en compa-
ración con Fan et al. (2020), donde se obtuvo una preci-
sión de 96.5 % empleando 79200 imágenes y 50000 
iteraciones. 

Finalmente, como trabajos futuros se tiene el diseño 
y modificación del algoritmo a fin de tener mayor ro-
bustes durante la clasificación, así como la creación de 
un prototipo que permita girar  las manzanas y tomar 
un mayor número de imágenes. Lo anterior a fin de me-
jorar su desempeño durante la clasificación. 
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