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Resumen
En la presente obra se describe la realización de un ejercicio de validación de resultados de una prueba psicológica aplicada a maes-
tros y alumnos en estado de aislamiento provocado por la pandemia debida al COVID-19 en el estado de Coahuila, México. El 
objetivo de este trabajo es aplicar técnicas de machine learning para validar un instrumento que mide las emociones y los sentimien-
tos negativos, así como el sesgo cognitivo o desviación de pensamiento sobre la educación y la pandemia en situación de aislamien-
to. Para el cumplimiento del objetivo se aplicó un instrumento en formato electrónico que se diseminó en el estado de Coahuila, fue 
respondido por los usuarios y se generó una base de datos, la cual después de su preprocesamiento fue analizada mediante la 
combinación de Random forest (RF) y Support Vector Machines (SVM); donde se obtuvo como resultado la pertinencia o no de algu-
nos de los reactivos en las pruebas, lo que dio una validez interna al instrumento. Los resultados experimentales muestran que la 
metodología propuesta es capaz de seleccionar las variables predictoras más relevantes. De esta manera, se obtienen resultados sa-
tisfactorios en la clasificación y predicción de diagnósticos psicológicos globales y segmentados por características de los respondien-
tes. Por otro lado, aunque las técnicas implementadas son robustas y confiables, estas presentan limitaciones en cuanto a la 
observación de los otros tipos de validez: la de constructo y la externa, entre otras; lo cual pudiera limitar su utilización. Si bien, en 
el campo de la psicometría existen diversas estrategias clásicas, la metodología propuesta basada en la combinación de técnicas de 
machine learning para el análisis y validación de este tipo de pruebas, favorece el crecimiento de opciones para mejorar los diagnós-
ticos y en consecuencia el tratamiento de padecimientos psicológicos.
Descriptores: Psicometría, validez, clasificación, predicción, machine learning.

Abstract
This work describes the validation of the results of a psychological test applied to teachers and students in isolation due to the CO-
VID-19 pandemic in the state of Coahuila, Mexico. The objective of this work is to apply machine learning techniques to validate an 
instrument that measures negative emotions and feelings, as well as cognitive bias or deviation of thinking about education and the 
pandemic in isolation. For the fulfillment of the objective, an instrument was applied in electronic format that was disseminated in 
the state of Coahuila, the users respond and the database is generated, which, after its pre-processing, is analyzed using the combi-
nation of Random Forest (RF) and Support Vector Machines (SVM); obtaining as a result the relevance or not of some of the items 
from the tests, thereby giving an internal validity to the instrument. The experimental results show that the proposed methodology is 
capable of selecting the most relevant predictor variables. In this way, satisfactory results were obtained in the classification and pre-
diction of psychological diagnoses. On the other hand, although the implemented techniques are robust and reliable, they present 
limitations in terms of the observation of the other types of validity: construct, external, among others; which could limit its use. 
Although, in the field of psychometry there are various classic strategies, the proposed methodology based on the combination of 
machine learning techniques for the analysis and validation of this type of tests, favors the growth of options to improve diagnoses 
and consequently the treatment of psychological ailments.
Keywords: Psychometry, validity, classification, prediction, machine learning.
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IntroduccIón

A finales de diciembre de 2019 en la ciudad China de 
Wuhan, médicos reportaron pacientes con neumonía 
viral causada por un patógeno desconocido. En enero 
30 de 2020, la Organización Mundial de la Salud anun-
ció la emergencia sanitaria debido a un nuevo corona-
virus (SARS-CoV-2) y posteriormente catalogó a la 
enfermedad como pandemia, debido a su rápida pro-
pagación entre los países. Para mayo de 2020, la cifra de 
casos positivos confirmados ascendía a los 3,581,884 
mientras que las defunciones eran alrededor de 248,558. 
Para el mes de junio de 2020, la enfermedad ya se había 
extendido por más de 185 países y afectado a más de 
7,145,800 personas (Tuli, 2020). Debido a esto, la mayo-
ría de los países tomaron acciones para frenar la propa-
gación de la enfermedad.

Por su parte, en México, el 28 de febrero el gobierno 
de la Ciudad confirmó el primer infectado de SARS-
CoV-2 y para el 16 de marzo, la Secretaría de Salud 
anunció la implementación de la jornada de sana dis-
tancia. Es decir, se suspendieron todas las actividades 
catalogadas como no esenciales y se adelantó el periodo 
vacacional. En un principio esta jornada culminaría el 
19 de abril de 2020, sin embargo, esto se postergó hasta 
el 30 de junio del mismo año. Factores como el confina-
miento, la incertidumbre, el miedo, entre otros; han 
causado estragos psicológicos en las personas. De 
acuerdo con Liang et al. (2020) este tipo de epidemias 
llevan a las personas a experimentar problemas psico-
lógicos como trastorno de estrés postraumático, angus-
tia psicológica, depresión y ansiedad. Según la teoría 
del sistema inmunológico conductual, es probable que 
las personas desarrollen emociones negativas y una 
evaluación cognitiva negativa para la autoprotección 
(Li et al., 2020).

La emoción es un componente de la psicología hu-
mana conformado por elementos fisiológicos que se ex-
presan de forma instintiva y de aspectos cognitivos, así 
como socioculturales. Bisquerra et al. (2000) menciona 
que las emociones son un estado complejo del organis-
mo caracterizado por una excitación o perturbación 
que predispone a una respuesta organizada, las cuales 
se generan habitualmente como respuesta a un aconte-
cimiento externo e interno. Lawler & Thye (1999) defi-
nen las emociones como “estados evaluativos, sean 
positivos o negativos, relativamente breves, ya que tie-
nen elementos fisiológicos, neurológicos y cognitivos”. 

Por otro lado, los sentimientos son producto de la 
observación por parte de la mente, los cambios genera-
dos por las emociones (Pallarés, 2010). Son estados afec-
tivos de baja intensidad y de larga duración. Por lo 

tanto, emociones y sentimientos se conjuntan en el esta-
do de ánimo, lo cual hace a un individuo reaccionar de 
forma pública (emociones) y de forma privada (senti-
mientos). 

En lo que respecta al sesgo cognitivo, es una especie 
de efecto psicológico, el cual producirá desviaciones en 
el procesamiento psicológico, resultando en distorsio-
nes, juicios incorrectos y explicaciones ilógicas, general-
mente llamados fenómenos irracionales, los cuales 
ocurren con base en la interpretación de las cosas. De 
acuerdo con Kahneman (2012) el sesgo cognitivo es “el 
efecto psicológico que produce una desviación en el 
procesamiento de la percepción que causa una altera-
ción al procesar esta información”. 

En el área de psicología, uno de los pilares que tiene 
junto con la observación en campo y la entrevista, es la 
psicometría. Dicha estrategia es una herramienta que se 
ha utilizado desde el inicio de la disciplina como ciencia. 

Aunado a las matemáticas, la psicometría ha estado 
avanzando cada vez más en la precisión de las observacio-
nes de los fenómenos psicológicos en los diferentes esta-
díos de desarrollo del ser humano con diversos rasgos de 
emociones, sentimientos y conductas, consideradas nor-
males y anormales estadísticamente hablando. Del mismo 
modo, las matemáticas y la estadística también han hecho 
lo propio, dado el avance de los sistemas de cómputo y 
aplicaciones que manejan una gran cantidad de datos. En 
los últimos años se han desarrollado estrategias que mejo-
ran el análisis, la clasificación y la predicción de fenóme-
nos, y en este rubro, fenómenos psicológicos. 

En la actualidad, el machine learning es una de las 
estrategias más empleadas para analizar varias fuentes 
de datos, incluidos mensajes de texto, comunicaciones 
en línea, redes sociales, artículos web, etcétera, ya que 
estos pueden ser muy útiles para analizar diversos as-
pectos de la pandemia que se relacionan con el compor-
tamiento de las personas.

La presente investigación, considerada empírica e 
interdisciplinaria (psicología, matemáticas, informáti-
ca), tiene como objetivo analizar, con estrategias de ma-
chine learning, un instrumento, respondido por alumnos 
y maestros, que mide las emociones y los sentimientos 
negativos, el sesgo cognitivo (desviación de pensa-
miento) sobre la educación y la pandemia en situación 
de aislamiento provocado por el COVID-19 en el estado 
de Coahuila, México.

trabajo relacIonado

La pandemia por COVID-19 constituye una de las ma-
yores crisis de salud pública a nivel mundial con cerca 
de 16,500,000 casos confirmados y 655,000 muertes en 
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todo el mundo (European Centre for Disease Preven-
tion and Control, 2020). México es uno de los países 
más afectados por este virus con cerca de 400,000 casos 
confirmados y 46,000 muertes a finales de julio de 2020 
(Secretaría de Salud, 2020). Esta pandemia no solo trajo 
consigo el riesgo de padecer enfermedades graves o 
morir a causa de la infección, sino también acarreó con-
secuencias adversas para la salud mental como ansie-
dad, depresión y estrés (Rajkumar, 2020). La continua 
propagación del virus, las medidas de aislamiento y 
contención de la pandemia, así como la suspensión de 
las clases presenciales en escuelas, colegios y universi-
dades en todo el país constituyen un cambio significati-
vo en la realidad de los estudiantes, lo que tiene una 
influencia directa en su salud mental.

Recientemente se ha reportado el impacto psicológi-
co de la epidemia en el público en general: Pacientes, 
personal médico, niños, adultos mayores y estudiantes 
universitarios, quienes enfrentan la pandemia (Özdin et 
al., 2020; González et al., 2020a; Tull et al., 2020; Huarcaya, 
2020; Zolotov et al., 2020; Elmer et al., 2020). Así, Cao et al. 
(2020) reportaron que cerca de 24.9 % de estudiantes uni-
versitarios en China experimentaron algún nivel de an-
siedad y que los efectos económicos, en la vida diaria, así 
como los retrasos en las actividades académicas causa-
dos por la pandemia se asociaron positivamente con los 
síntomas de ansiedad. Similarmente, Odriozola et al. 
(2020) reportaron un porcentaje similar de ansiedad en 
estudiantes españoles en conjunto con un 34 % de ellos, 
experimentando depresión causada por la repentina in-
terrupción de actividades escolares, la consecuente sepa-
ración de sus amistades y la preocupación constante por 
la salud y el trabajo de sus familias 

Por otro lado, Ardan et al. (2020) encontraron que 
cerca de 40.3 % de estudiantes universitarios en Indone-
sia experimentaron algún nivel de ansiedad causado 
principalmente por el distanciamiento social y la 
preocupación por el contagio durante sus actividades 
diarias. Mientras que Rakhmanov & Dane (2020) repor-
taron un aumento en los niveles de ansiedad correlacio-
nado con una disminución en los niveles de apren- 
dizaje en estudiantes universitarios en África. Estos re-
sultados sugieren la necesidad de monitorear la salud 
mental de los alumnos durante la pandemia. Sin em-
bargo, a la fecha hay pocos estudios sobre el estado de 
salud mental de los estudiantes universitarios que en-
frentan la pandemia en México (González et al., 2020b; 
Cortés et al., 2020).

La salud mental es un indicador del bienestar emo-
cional, psicológico y social, por lo tanto, múltiples facto-
res contribuyen a generarle problemas. Estos problemas 
de salud mental conducen a condiciones como el estrés, 

ansiedad o depresión. Es por ello que la naturaleza de 
los algoritmos de machine learning e inteligencia artifi-
cial se pueden aprovechar para predecir la aparición de 
problemas de salud mental y pueden servir como una 
herramienta predictiva y de monitoreo ante situaciones 
de crisis como las que se viven hoy en día (Srividya et 
al., 2018). 

Por ejemplo, Srividya et al. (2018) aplicaron varios 
algoritmos de machine learnging como support vector ma-
chine, random forest, árboles de decisión, clasificador 
naïve bayes, clasificador K vecinos más cercanos y regre-
sión logística para identificar el estado de salud mental 
en estudiantes de nivel medio superior, estudiantes 
universitarios y trabajadores. 

Similarmente, Ahuja & Banga (2019) utilizaron algo-
ritmos de machine learning como una herramienta para 
detectar la prevalencia de estrés en estudiantes, conside-
rando los algoritmos de clasificación Random Forest, Nai-
ve Bayes, SVM y regresión lineal. Más aún, Shen et al. 
(2020) desarrollaron una aplicación basada en el algorit-
mo random forest para detectar de manera efectiva y pre-
cisa la probabilidad de un intento de suicidio en 
estudiantes de medicina en China, encontrando una 
exactitud de 90 % en las predicciones. Es por ello que la 
aplicación de algoritmos de machine learning e inteligen-
cia artificial constituyen una herramienta prometedora 
para el diagnóstico de la salud mental y la detección 
oportuna de posibles peligros (Graham et al., 2019; Shatte 
et al., 2019; Mohammad et al., 2018).

En consecuencia, esta herramienta novedosa ha sido 
utilizada para determinar y predecir consecuencias psi-
cológicas durante la pandemia de COVID-19. Así por 
ejemplo, Samuel et al. (2020) aplicaron dos métodos de 
clasificación de machine learning para analizar texto re-
lacionado con el COVID y determinar información so-
bre la progresión del sentimiento de miedo, observando 
una exactitud de clasificación de 91 % para textos cortos 
con el método Naïve Bayes y de 74 % con el método de 
regresión logística. Similarmente, Yang et al. (2020), in-
trodujeron un nuevo trabajo de análisis sentimental uti-
lizando más de 105 millones de mensajes en redes 
sociales para evaluar el aumento y la caída de los senti-
mientos durante la pandemia de COVID-19 al cual lla-
maron SenWave, utilizando una red neuronal profunda 
para la clasificación de los sentimientos, con la cual en-
contraron que los sentimientos optimistas y positivos 
aumentan con el tiempo, pronosticando un deseo de 
buscar, juntos, un restablecimiento para un mejor mun-
do post COVID-19.

Por otro lado, Khattar et al. (2020) estudiaron las ac-
tividades, los estilos de aprendizaje y la salud mental 
de estudiantes de la India durante la crisis ocasionada 
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por esta pandemia para evaluar cómo se están adaptan-
do a los nuevos estilos de aprendizaje en línea y cómo 
están manejando su nueva realidad a través de reglas 
de asociación. 

Sin embargo, estas herramientas no han sido utiliza-
das todavía para analizar instrumentos que miden el 
estado de salud psicológica de las comunidades univer-
sitarias durante la pandemia en México. Por lo que esta 
propuesta es muy relevante.

recoleccIón de datos

Un grupo de psicólogos diseñó un instrumento para 
medir el nivel de incertidumbre que produce el estado 
de aislamiento provocado por la pandemia de CO-
VID-19 en el estado de Coahuila. El objetivo general de 
este instrumento fue validar las categorías de diagnós-
tico (es decir, los baremos) emocionales, sentimentales 
y de sesgo cognitivo que se observan ante la incerti-
dumbre educativa en situación de aislamiento por di-
cha pandemia en alumnos y maestros. El instrumento 
se hizo disponible para responderse en línea. Consta de 
tres componentes medidos durante el distanciamiento 

social provocado por la pandemia de COVID-19: El de 
la observación de emociones, sentimientos y sesgo cog-
nitivo en el estado de Coahuila, México. En la Tabla 1 se 
pueden observar las variables que miden cada compo-
nente y subcomponente. En el componente del sesgo 
cognitivo sobre la educación, se ajusta la redacción del 
reactivo según sea el respondiente alumno o profesor.

A los alumnos y profesores se les invitó a responder 
el instrumento vía correo electrónico institucional, ini-
ciando el 25 de junio del 2020 hasta el 6 de julio del 
mismo año. Para garantizar la privacidad de los datos 
se expone el aviso y el cumplimiento del aviso de priva-
cidad de la universidad (Anexo 1), con el cual se garan-
tiza que los datos, aportados voluntariamente, serán 
utilizados únicamente para fines de investigación. To-
das las variables se midieron con una escala decimal, la 
cual mide el grado en que el respondiente presenta (en 
el momento de dar respuesta) cada uno de los atributos 
a observar. La escala va desde el cero hasta el 10, donde 
el cero implica la ausencia del atributo a medir y el 10, 
la máxima expresión del mismo.

Tabla 1. Descripción de componentes y variables del cuestionario aplicado

Componente Subcomponente Variables

Emociones

Ira 
Disgusto 
Amenaza 
Miedo 
Inseguridad 

Felicidad 
Tristeza 
Abandono 
Decepción 

Sentimientos

Frustración 
Agobio  
Aburrimiento 
Soledad 
Ansiedad 
Desesperanza 

Odio 
Amor 
Paz 
Preocupación 
Culpabilidad 
Tranquilidad

Sesgo cognitivo

sobre la pandemia

Ya pasará 
No es grave 
Siguiendo las instrucciones, no pasa nada
Moriré 
Me enfermare 
Se enfermará alguien querido 

Todo es mejor por internet 
Me apego a la información científica 
Toda información es buena 
Las noticias confirman lo que pienso 

sobre la educación

No aprenderé/No podré enseñar 
Reprobaré/No tendré evidencia del aprendizaje de los alumnos 
La educación a distancia es de baja calidad, reprobaré el semestre/La educación a 
distancia es de baja calidad, reprobarán mis alumnos 
Pasaré la contingencia, pero no aprenderé/Pasaré la contingencia, pero no enseñaré 
Lo que aprenda por medios electrónicos no me servirá/Lo que enseñe por medios 
electrónicos no le servirá a los alumnos 
Puedo aprender lo que siempre he querido/Puedo enseñar lo que siempre he querido 
Me enfocaré en aprender/Me enfocaré en enseñar
Los maestros/alumnos saben lo que hacen en cuanto a la educación a distancia
Puedo complementar lo visto en clase/Puedo mejorar mi enseñanza 
Solo estudiando saldré adelante/Haciendo mi trabajo saldremos adelante

Fuente: Elaboración propia
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Base de datos 

Para observar los fenómenos de las emociones, los sen-
timientos y el sesgo cognitivo en situación de aisla-
miento causado por la pandemia de COVID-19, se 
envió un cuestionario a docentes y alumnos en el esta-
do de Coahuila, quienes se distribuyeron de la manera 
siguiente: el 55.46 % de los encuestados, son alumnos 
(1132) en el estado de Coahuila y el resto, 44.54 % son 
maestros en dicha entidad (909). El 62.7 % de quienes 
respondieron el instrumento son mujeres (1280) y 37.2 % 
hombres (761), de un total de 2041 cuestionarios res-
pondidos. Las valoraciones correspondientes a las emo-
ciones, sentimientos y sesgo cognitivo fueron realizadas 
por dos de los autores del presente trabajo quienes son 
profesionales de la salud mental dentro del ámbito 
educativo.

PreParación de los datos

Se utilizó Python (versión 3.8.3) para el proceso de prepa-
ración o pre-procesado de los datos. En la Tabla 2 se de-
tallan las adecuaciones realizadas para las variables de la 
base de datos. Todas las respuestas de las variables mos-
tradas en la Tabla 1 fueron tratadas como tipo int.

Una vez que se realizaron las modificaciones, la 
base de datos pre-procesada constó con un total de 2041 
filas, 68 columnas de variables predictoras (Tabla 1 y 
Tabla 2) y cinco columnas de variables objetivo catego-
rizadas según los cinco baremos de diagnóstico (Tabla 
2). Las variables objetivo indican el nivel de emociones 
negativas o sentimientos negativos que expresan los su-
jetos de observación. Por ejemplo, en emociones, una 
clasificación etiquetada como ‘Muy alto’, indica que el 
sujeto experimenta constantemente emociones negati-

Tabla 2. Descripción de las adecuaciones realizadas a las variables durante el proceso de preparación de los datos 
Nombre Tipo Descripción de la adecuación realizada

Sujeto de observación Predictora
Se establecieron dos valores booleanos correspondientes a:

Profesores = True Alumnos = False

Nivel educativo que cursa o 
imparte Predictora

Se aplicó la categorización siguiente: 
Preescolar: 1
Primaria: 2
Secundaria: 3 

Preparatoria: 4
Licenciatura: 5
Posgrado: 6

Sexo Predictora
Se establecieron dos valores booleanos correspondientes a:

Hombre = True Mujer = False

Edad Predictora

Se generaron seis grupos de edad con base en los siguientes rangos:

13 - 17 años: 1
18 - 22 años: 2

23 - 35 años: 3
36 - 50 años: 4

51 - 64 años: 5
65 - 73 años: 6

Tienes internet en casa Predictora
Se establecieron dos valores booleanos correspondientes a:

No = False Si = True

Estado Predictora

Se aplicó la categorización siguiente:

Coahuila de Zaragoza: 1
Michoacán de Ocampo: 2 

Nuevo León: 3 
Zacatecas: 4      nan: 5

Emociones durante 
cuarentena Objetivo Nivel de emociones negativas expresadas por el 

sujeto durante la cuarentena

Se aplicó la categorización 
siguiente:
Muy bajo: 1
Bajo: 2
Regular: 3
Alto: 4
Muy alto: 5

Sentimientos durante 
cuarentena Objetivo Nivel de sentimientos negativos experimentados por 

el sujeto durante la cuarentena

Sesgo cognitivo general Objetivo Nivel de justificaciones no objetivas que hace el sujeto 
en general

Sesgo cognitivo epidemia Objetivo Nivel de justificaciones no objetivas que hace el sujeto 
sobre la pandemia

Sesgo cognitivo educación Objetivo Nivel de justificaciones no objetivas que hace el sujeto 
sobre la educación

Fuente: Elaboración propia 
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vas durante la pandemia; por el contrario, una clasifica-
ción etiquetada como ‘Muy bajo’, indica que el sujeto no 
experimenta o experimenta muy pocas emociones nega-
tivas durante la pandemia. En el caso del sesgo cogntivo, 
una clasificación etiquetada como ‘Muy alto’, indica que 
el sujeto genera una alta cantidad de explicaciones no 
objetivas sobre lo que ocurre respecto a la pandemia.

Métodos y Métricas

En esta etapa se lleva a cabo la combinación de dos po-
tentes algoritmos de machine learning. Random Forest y 
Support Vector Machines, dos técnicas que han brindado 
resultados eficientes en diversas tareas de clasificación. 
A continuación se describen sus bases teóricas y sus 
propiedades principales:

Random Forest (RF): Propuesto por (Breiman, 2001), 
es un popular método de aprendizaje automático, el 
cual se construye a partir de múltiples árboles de deci-
sión no relacionados. Dicha combinación reduce el 
error en las tareas de clasificación y regresión gracias al 
uso del proceso popularmente conocido como Bootstrap 
(Niu et al., 2020). Es decir, cada árbol del bosque se for-
ma con un número distinto de muestras aleatorias con 
reemplazo, a esto se le conoce como Bootstrapping. Así 
mismo en cada nodo del árbol se seleccionan de manera 
aleatoria un número de variables explicativas para rea-
lizar la partición y se construye el árbol hasta determi-
nado punto (profundidad). 

Este procedimiento junto con el Bootstrapping cons-
tituye dos fuentes importantes de aleatoriedad en el al-
goritmo. Lo cual tiene como objetivo la reducción de la 
varianza mediante la reducción de la correlación entre 
los árboles (Pita González, 2017). Una vez construido el 
bosque cada árbol entrega como resultado a qué clase 
pertenece cada una de las observaciones de entrena-
miento. Finalmente, Random forest lleva a cabo la pre-
dicción tomando en cuenta la clase más votada por los 
árboles, esto se conoce como la regla de voto mayorita-
rio (Izquierdo & Zurita, 2020). 

En este algoritmo deben ser considerados dos pará-
metros para lograr un buen desempeño en la clasifica-
ción. El primero es el número de árboles que conforman 
el bosque Ntrees y el segundo es el tamaño del subconjun-
to Ni, es decir, el número de variables que serán consi-
deradas como candidatas para la partición. En con- 
formidad con Liaw & Wiener (2002), para fines de clasi-
ficación será de √N, donde N es el número de variables 
en el conjunto de datos X mientras que Ntrees se reco-
mienda que sean algunos miles de árboles.

Además de las grandes capacidades de predicción 
del algoritmo, una de las características que lo vuelven 

robusto para tareas de análisis de datos, es que entrega 
la importancia de cada una de las variables de entrada. 
Es decir, mide cómo las variaciones de estas afectan a la 
respuesta. Esto se conoce en RF como Feature importance 
(FI). De esta manera se concluye que aquellas variables 
que influyan de forma más significativa en la variabili-
dad de la variable de salida son las que mejor explican 
el modelo. 

Por lo tanto, estas variables podrán seleccionarse 
para realizar la predicción. A este procedimiento tam-
bién se le conoce dentro del área del machine learning 
como feature selection. La importancia de la variable    xj 
esta dada por:

Donde S es el conjunto de nodos, xj es considerada para 
particionar las muestras y G(xj, υ) es conocida como la 
ganancia RF de xj. Por lo tanto, la ganancia se basa en la 
medida de impureza cuando las muestras son dividi-
das en cada nodo. Diversos criterios se emplean para 
determinar la impureza con el fin de dividir los datos y, 
por lo tanto, para determinar el grado importancia de 
determinada variable (Wang et al., 2016).

Por otro lado, Support Vector Machine (SVM) desarro-
llado por Vladimir Vapnik (Cortes & Vapnik, 1995) es un 
algoritmo de aprendizaje automático para la clasifica-
ción de conjuntos de datos que presentan alta dimen-
sionalidad. En su forma estándar SVM está diseñado 
para llevar a cabo clasificaciones binarias. SVM constru-
ye un hiperplano dirigido en dirección tal que su dis-
tancia a los vectores (observaciones) más cercanos en 
cada una de las dos clases (margen) sea la máxima. 

Los vectores más cercanos son conocidos como vec-
tores de soporte (Deng et al., 2012). Para casos donde los 
datos son linealmente separables, existe un plano que 
separa a las clases dado por: 

w ⋅ x + b = 0

donde w ∈ Rn es un vector que define el hiperplano, 
mientras b determina un umbral. Por lo tanto, se puede 
encontrar un hiperplano óptimo que separe en dos cla-
ses los datos resolviendo el siguiente problema de opti-
mización cuadrático:

Sujeto a: yi (w ⋅ xi + b ≥ 1).

1 ( , )j j
Strees

Importancia G x
N υ

υ
∈

= ∑

21min
2

w
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Donde w ∈ Rn es un vector normal (plano), b se define 
como el umbral y xi ∈ Rd, i = 1, 2, ... n  son vectores de 
entrada (observaciones) con sus respectivas etiquetas 
(clases) . Utilizando multiplicadores de Lagrange ai, i = 
1, 2, ... n, el problema se vuelve un problema dual de la 
forma:

Sujeto a:          aiyi = 0, ai > 0

Aplicando las condiciones de Karush-Kuhn-Tucker se 
tiene que ai [yi (w ⋅ xi + b) - 1)] = 0. Si los multiplicadores 
de Lagrange son mayores a cero, los vectores asociados 
a dichos multiplicadores serán vectores de soporte. Por 
lo tanto, la solución para el vector w será:

Donde N es el número de vectores de soporte. De esta 
manera el hiperplano óptimo se calcula de la siguiente 
manera:

Donde sng (⋅) es la función tal que 

En casos donde los datos de entrada no son linealmente 
separables, SVM busca en espacios dimensionales ma-
yores la separación lineal (hiperplano), (Erfani et al., 
2016). Este procedimiento se efectúa mediante la incor-
poración de funciones Kernel de la siguiente forma:

donde K representa a dicha función Kernel. Existen gran 
variedad de funciones que cumplen con este criterio, 
como el Kernel sigmoide, el polinomial, basados en 
Wavelets, etc.

En esta investigación se usará el Kernel Gaussiano de-
bido a que es adecuado en casos donde los datos pre-
sentan alta dimensionalidad (Lee & Bum, 2018). Lo cual 

es una característica de los datos analizados en esta in-
vestigación. Esta función se define a continuación:

K (xi, xj) = exp 

La metodología propuesta combina la capacidad de 
Random Forest de calcular el nivel de importancia de las 
variables de entrada respecto a la variable de salida, y la 
eficiencia de Support Vector Machines para llevar a cabo 
tareas de clasificación en conjuntos de datos de alta di-
mensionalidad. A continuación, se describe la secuen-
cia de la metodología propuesta:

1.  Una vez que los datos se han limpiado y estructura-
do son analizados empleando RF y SVM por separa-
do y se compara la exactitud en la clasificación 
alcanzada por ambos modelos. Si RF alcanza mayor 
exactitud en la clasificación, este será el modelo que 
se usará para llevar a cabo la clasificación. De lo con-
trario pasamos a la segunda etapa:

2. De acuerdo con la etapa anterior SVM logró una ma-
yor exactitud en la clasificación respecto a RF. En 
esta etapa se busca aumentar la capacidad de SVM 
mediante el proceso llamado Feature Selection. Es de-
cir, aprovechando la capacidad de RF de brindar la 
importancia de las variables, se eligen las p - q más 
importantes detectadas por el modelo, donde p es el 
total de variables y q será elegido dependiendo del 
caso de estudio. Posteriormente se construye un 
nuevo conjunto de datos con el que SVM es entrena-
do nuevamente. 

3. Por último, se compara el nivel de exactitud de SVM 
entrenado con el conjunto de datos completo res-
pecto a la exactitud alcanzada cuando se entrena 
con el conjunto determinado mediante RF. Final-
mente se utiliza el mejor modelo.

La exactitud (ACC) final de cada modelo se determina 
usando validación cruzada de 10 subconjuntos, esta se 
calcula de la siguiente manera:

Donde TP y TN son los datos que fueron clasificados en 
cada clase de manera correcta, es decir, los verdaderos 
positivos y negativos. Mientras que FP y FN son los da-
tos clasificados incorrectamente. El resultado será un 
valor comprendido entre 0 y 1, donde 0 representa que 
el modelo erró al clasificar la totalidad de las observa-
ciones. Mientras que un valor de 1 significa que el mo-

1 , 1

1max ( )
2

n n

i i j i j
i i j
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delo sería capaz de clasificar correctamente el 100 por 
ciento de los datos.

experImentos

Los experimentos se ejecutaron en una computadora con 
sistema operativo macOS Catalina (versión 10.15.5) con 
procesador 3.1 GHz 6-Core Intel Core i5 y memoria de 16 
GB 2667 MHz. Se utilizó Python, ya que incluye una 
gama amplia de algoritmos de aprendizaje automático. 
La base de datos pre-procesada se dividió de manera 
aleatoria en dos: un conjunto para el entrenamiento  
(80 %) del modelo mediante validación cruzada de 10 
sub conjuntos y, otro conjunto, para su prueba (20 %). El 
conjunto de prueba se utilizó para simular la llegada de 
nuevos datos (sin clasificar) y probar el modelo.

Se realizaron diversos experimentos, primero anali-
zando la base de datos pre-procesada de manera gene-
ral, es decir, incluyendo todos los registros. Segundo, los 
datos pre-procesados fueron segmentados con base en 
diferentes criterios para identificar el nivel de importan-

cia de cada variable predictora para cada segmento. Los 
criterios de segmentación fueron de la siguiente manera:
 
1. El análisis incluyó todos los datos, es decir, sin seg-

mentación (Tabla 3).
2. El análisis se realizó por tipo de sujeto de observa-

ción: alumnos (Tabla 4) y profesores (Tabla 5).
3. El análisis se realizó por sexo de los sujetos de ob-

servación: hombres (Tabla 6) y mujeres (Tabla 7). 
4. El análisis se realizó combinando los criterios de los 

incisos 2 y 3: alumnos-hombres (Tabla 8), alumnos-
mujeres (Tabla 9), profesores-hombres (Tabla 10) y 
profesores-mujeres (Tabla 11).

Los resultados de los experimentos se detallan en las 
siguientes tablas donde se muestran las cinco variables 
objetivo, los valores de exactitud obtenidos tanto con el 
conjunto de entrenamiento (Ent) como el conjunto de 
prueba (Pr), empleando la técnica de Random Forest 
(RF) y Support Vector Machine. Para esta última técnica, 
con datos originales (SVM) y con las 10 variables pre-
dictoras más importantes (SVM Top10).

Tabla 3. Resultados de experimentos con datos pre-procesados completos (sin segmentación)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.811241 0.838631 0.844355 0.870416 0.873762 0.858191

Sentimientos durante 
cuarentena 0.851728 0.848411 0.888512 0.887531 0.880525 0.867971

Sesgo cognitivo general 0.806386 0.801956 0.893394 0.914425 0.811873 0.831296

Sesgo cognitivo epidemia 0.776927 0.821516 0.856599 0.870416 0.939339 0.93643

Sesgo cognitivo educación 0.778775 0.826406 0.864619 0.853301 0.954687 0.93643

Fuente: Elaboración propia

Tabla 4. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación (Alumnos)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.776813 0.828194 0.813297 0.814978 0.853101 0.876652

Sentimientos durante 
cuarentena 0.811099 0.810573 0.854078 0.854626 0.850867 0.84141

Sesgo cognitivo general 0.790159 0.819383 0.861856 0.876652 0.816667 0.814978

Sesgo cognitivo epidemia 0.770073 0.788546 0.823175 0.814978 0.932527 0.942731

Sesgo cognitivo educación 0.768046 0.762115 0.829915 0.819383 0.926044 0.933921

Fuente: Elaboración propia
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Tabla 5. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación (Profesores)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.800571 0.813187 0.818436 0.835165 0.885807 0.912088

Sentimientos durante 
cuarentena 0.846024 0.862637 0.861149 0.934066 0.881754 0.89011

Sesgo cognitivo general 0.790868 0.802198 0.8582 0.912088 0.808771 0.785714

Sesgo cognitivo epidemia 0.786701 0.747253 0.822508 0.818681 0.916115 0.906593

Sesgo cognitivo educación 0.748364 0.82967 0.817142 0.851648 0.917542 0.928571

Fuente: Elaboración propia

Tabla 6. Resultados de experimentos con datos pre-procesados segmentados por sexo (Hombres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.781175 0.79085 0.814044 0.797386 0.866721 0.849673

Sentimientos durante 
cuarentena 0.809208 0.797386 0.850219 0.843137 0.879836 0.875817

Sesgo cognitivo general 0.777923 0.764706 0.833934 0.843137 0.822268 0.79085

Sesgo cognitivo epidemia 0.736858 0.718954 0.774727 0.777778 0.901339 0.954248

Sesgo cognitivo educación 0.753279 0.738562 0.794372 0.836601 0.921066 0.928105

Fuente: Elaboración propia

Tabla7. Resultados de experimentos con datos pre-procesados segmentados por sexo (Mujeres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.798943 0.800781 0.82629 0.816406 0.867314 0.863281

Sentimientos durante 
cuarentena 0.855502 0.796875 0.872168 0.847656 0.877955 0.839844

Sesgo cognitivo general 0.805663 0.765625 0.874986 0.859375 0.822263 0.835938

Sesgo cognitivo epidemia 0.789977 0.792969 0.845726 0.839844 0.93458 0.917969

Sesgo cognitivo educación 0.775452 0.742188 0.839882 0.804688 0.937483 0.90625

Fuente: Elaboración propia
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Tabla 8. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación y por sexo (Alumnos-Hombres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.782583 0.725275 0.782583 0.813187 0.890165 0.824176

Sentimientos durante 
cuarentena 0.820871 0.78022 0.809685 0.802198 0.870495 0.857143

Sesgo cognitivo general 0.76006 0.78022 0.804354 0.835165 0.83476 0.802198

Sesgo cognitivo epidemia 0.697072 0.703297 0.760435 0.692308 0.851276 0.824176
Sesgo cognitivo educación 0.752177 0.78022 0.776877 0.802198 0.889715 0.901099

Fuente: Elaboración propia

Tabla 9. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación y por sexo (Alumnos-Mujeres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.773232 0.757353 0.78404 0.794118 0.856162 0.860294

Sentimientos durante 
cuarentena 0.777003 0.742647 0.850572 0.772059 0.789764 0.742647

Sesgo cognitivo general 0.793401 0.764706 0.834007 0.786765 0.819293 0.801471

Sesgo cognitivo epidemia 0.77862 0.779412 0.806229 0.816176 0.929933 0.933824

Sesgo cognitivo educación 0.763939 0.705882 0.797003 0.830882 0.907778 0.889706

Fuente: Elaboración propia

Tabla 10. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación y por sexo (Profesores-
Hombres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.7485 0.806452 0.735833 0.83871 0.813667 0.870968

Sentimientos durante 
cuarentena 0.861333 0.790323 0.878 0.806452 0.865667 0.774194

Sesgo cognitivo general 0.754833 0.725806 0.750833 0.806452 0.808333 0.790323

Sesgo cognitivo epidemia 0.731 0.645161 0.771667 0.725806 0.796667 0.790323

Sesgo cognitivo educación 0.723167 0.66129 0.750833 0.693548 0.8985 0.854839

Fuente: Elaboración propia

Tabla 11. Resultados de experimentos con datos pre-procesados segmentados por sujeto de observación y por sexo (Profesores-
Mujeres)

Variable objetivo RF 
Ent

RF 
Pr

SVM 
Ent

SVM
Pr

SVM Top10
Ent

SVM Top10 
Pr

Emociones durante cuarentena 0.742049 0.801653 0.804507 0.801653 0.846173 0.842975

Sentimientos durante 
cuarentena 0.829549 0.884298 0.852509 0.892562 0.898299 0.900826

Sesgo cognitivo general 0.76926 0.793388 0.841879 0.834711 0.827338 0.760331

Sesgo cognitivo epidemia 0.777466 0.702479 0.815051 0.743802 0.912628 0.818182

Sesgo cognitivo educación 0.758801 0.743802 0.785799 0.768595 0.902338 0.876033

Fuente: Elaboración propia
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dIscusIón y análIsIs de resultados

La técnica de RF empleada obtuvo para todos los experi-
mentos la exactitud más baja, tanto para los datos de 
entrenamiento como los de validación. Sin embargo, con 
esta técnica se seleccionaron las variables predictoras 
más importantes para la clasificación. Se compararon los 
resultados de clasificación utilizando la técnica SVM 
considerando todas las variables predictoras contra el 
uso de únicamente las 10 variables predictoras más im-
portantes (SVM Top10).

La técnica SVM Top10 presentó una exactitud supe-
rior que el SVM para los datos segmentados en la varia-
ble Emociones durante cuarentena. Caso contrario, para el 
caso sin segmentación (Tabla 3).

En cuanto a la variable Sentimientos durante cua-
rentena, los datos sin segmentación y segmentación 
por sujeto de observación muestran mejores resulta-
dos de exactitud utilizando la técnica SVM (Tabla 3, 
Tabla 4 y Tabla 5). En cuanto a la segmentación por 
sexo, los resultados de exactitud muestran un patrón 
inverso. Por ejemplo, en la Tabla 10 se muestran los 
resultados para Profesor-Hombre en donde la exacti-
tud del SVM es mejor que la del SVM Top10; por el 
contrario, en la Tabla 11 donde se muestran los resul-
tados para Profesor-Mujer la exactitud del SVM 
Top10 superó al SVM.

Para la variable Sesgo cognitivo general la técnica que 
obtuvo mejores resultados fue la SVM para todos los 
casos, excepto en la segmentación Alumno-Mujer que 
se muestra en la  Tabla 9, donde SVM Top10 superó a la 
exactitud alcanzada por el SVM, tanto para los datos de 
entrenamiento como los de validación.

Como se puede observar en todas las tablas presen-
tadas, las variables objetivo Sesgo cognitivo epidemia y 
Sesgo cognitivo educación la técnica SVM Top10 obtuvo 
los mejores valores de exactitud para los datos de entre-
namiento y validación.

En la Tabla 12 se presentan las variables predictoras 
más y menos relevantes para cada una de las variables 
objetivo. Las variables predictoras más relevantes re-
presentan aquellas variables más importantes en las 
cuales el algoritmo se basa para la clasificación. Es de-
cir, se puede realizar una selección de variables única-
mente considerando aquellas más relevantes y obtener 
resultados satisfactorios para la clasificación. Por otro 
lado, las variables predictoras menos relevantes pue-
den ser omitidas para el análisis (e incluso del instru-
mento), ya que no son importantes para la clasificación 
que realiza el algoritmo. Con lo que se cumple la condi-
ción de parsimonia de los test, explicar lo máximo con 
los menos elementos posibles.

En la Figura 1 se muestra el nivel de importancia de 
las 20 variables predictoras (o reactivos) más importantes 
para la variable objetivo Sesgo cognitivo epidemia conside-
rando los diferentes experimentos: sin segmentación (Fi-
gura 1a); con segmentación por alumnos (Figura 1b), por 
profesores (Figura 1c), por hombres (Figura 1d), por mu-
jeres (Figura 1e), por alumnos-hombres (Figura 1f), por 
alumnos-mujeres (Figura 1g), por profesores-hombres 
(Figura 1h) y por profesores mujeres (Figura 1i). Las ba-
rras indican el nivel de importancia (eje x) del reactivo 
mostrado en la parte izquierda del gráfico (eje y).

La teoría clásica que ha sido utilizada de los test 
para fundamentar las pruebas más famosas de la psico-
metría, data desde 1904, cuando la desarrolló Charles 
Edward Spearman, por lo que hay que dejar muy en 
claro sus posibilidades y limitaciones actuales, sin qui-
tarle el mérito de “clásica”, pues tiene ya en ejecución 
más de 100 años (Muñiz, 2010). Sin embargo, las necesi-
dades de medir fenómenos que ocurren en la mente de 
los seres humanos, con el poder de cómputo actual y lo 
masivo de los datos a los que se puede tener acceso, 
esta propuesta de validación psicométrica se restringe a 
ciertos ámbitos muy concretos (pocos sujetos medidos, 
limitaciones para realizar los cálculos y la capacidad de 
respuesta de los sistemas de información utilizados, fa-
vorece a que investigadores propositivos, propongan 
nuevas metodologías de validación en el marco del Big 
data actual.
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Tabla 12. Variables predictoras más y menos relevantes para cada variable objetivo

Variable objetivo Variables predictoras
más relevantes

Variables predictoras
menos relevantes

Emociones durante 
cuarentena

Qué nivel de Disgusto presentas ahora
Qué nivel de Decepción presentas ahora
Qué nivel de Tristeza presentas ahora
Qué nivel de Miedo presentas ahora
Qué nivel de Ira presentas ahora
Qué nivel de Inseguridad presentas ahora
Qué nivel de Abandono presentas ahora
Qué nivel de Amenaza presentas ahora
Qué nivel de Frustración presentas ahora

Laptop
Tabletas
Computadora personal
Sexo
Tienes internet en casa
Sujeto de observación
Nivel educativo cursa o imparte
En qué medida te sientes a gusto con tus 
hermanos
Teléfonos inteligentes

Sentimientos 
durante cuarentena

Qué nivel de Agobio presentas ahora
Qué nivel de Frustración presentas ahora
Qué nivel de Ansiedad presentas ahora
Qué nivel de Desesperanza presentas ahora
Qué nivel de Soledad presentas ahora
Qué nivel de Paz presentas ahora
Qué nivel de Tranquilidad presentas ahora
Qué nivel de Preocupación presentas ahora
Qué nivel de Odio presentas ahora
Qué nivel de Decepción presentas ahora
Qué nivel de Aburrimiento presentas ahora

Laptop
Computadora personal
Tabletas
Sexo
Nivel educativo cursa o imparte
Tienes internet en casa
Sujeto de observación
Acceso a dispositivos
Teléfonos inteligentes

Sesgo cognitivo 
general

Las noticias confirman lo que pienso
Reprobaré
Puedo aprender lo que siempre he querido
Me puedo enfocar en aprender
Dicen que la educación a distancia es de baja calidad, 
reprobaré el semestre
Todo es mejor por internet
No aprenderé
Siguiendo las instrucciones, no pasa nada
Los maestros saben lo que hacen en cuanto a la educación 
a distancia
Pasará la contingencia, pero no aprenderé
Me enfermaré
Lo que aprenda por medios electrónicos no me servirá
No es grave

Computadora personal
Sexo
Tienes internet en casa
Sujeto de observación
Tabletas
Nivel educativo cursa o imparte
Qué nivel de Abandono presentas ahora
Laptop
Teléfonos inteligentes
Qué nivel de Soledad presentas ahora
Qué nivel de Odio presentas ahora

Sesgo cognitivo 
epidemia

Todo es mejor por internet
Las noticias confirman lo que pienso
Me enfermaré
Se enfermará alguien querido
Siguiendo las instrucciones, no pasa nada
No es grave
Toda información es buena
Me apego a la información científica
Moriré
Ya pasará

Computadora personal
Sexo
Tienes internet en casa
Sujeto de observación
Nivel educativo cursa o imparte
Laptop
Tabletas
Qué nivel de Odio presentas ahora
Qué nivel de Abandono presentas ahora

Sesgo cognitivo 
educación

Dicen que la educación a distancia es de baja calidad, 
reprobaré el semestre
Pasará la contingencia, pero no aprenderé
Reprobaré
Me puedo enfocar en aprender
No aprenderé
Puedo aprender lo que siempre he querido
Puedo complementar lo visto en clase
Lo que aprenda por medios electrónicos no me servirá
Los maestros saben lo que hacen en cuanto a la educación 
a distancia
Solo estudiando saldré adelante

Tabletas
Computadora personal
Sexo
Tienes internet en casa
Sujeto de observación
Qué nivel de Abandono presentas ahora
Nivel educativo cursa o imparte
Laptop
Qué nivel de Culpabilidad presentas ahora
Qué nivel de Odio presentas ahora

Fuente: Elaboración propia
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conclusIones

De acuerdo con los procesos utilizados para dar res-
puesta al objetivo, y la evidencia mostrada; se puede 
concluir que la estrategia de machine learning, da una 
aproximación a la pertinencia de un reactivo en una 
prueba psicológica, es una estrategia que valida lo ante-
rior y expone la porción mostrada del reactivo en la 
prueba, de acuerdo con las categorías de resultados ob-
tenidos. Las variables objetivo a predecir por los ele-
mentos predictores se muestran mejor con la técnica 
support vector machine, que con la estrategia de random 
forest. Sin embargo, esta última es de gran utilidad para 
seleccionar las variables de mayor impacto en la clasifi-
cación de los datos. 

De acuerdo con lo presentado en este trabajo se con-
cluye que las técnicas de machine learning aplicadas a la 
psicometría, mejoran mucho la descripción de un ins-
trumento psicológico. Estos procedimientos en conjun-
to con otras áreas del cómputo, como el big data, le 

darán un empuje muy importante a la psicometría en 
entornos de datos masivos, tanto a la propia clasifica-
ción mencionada, como a la predicción de trastornos 
psicológicos.

anexo 1

aviso de Privacidad Uadec

Los datos personales que voluntariamente proporciona 
a esta Máxima Casa de Estudios de forma electrónica o 
personal, serán recabados, protegidos, incorporados y 
tratados en el Sistema de Datos Personales de esta Uni-
versidad Autónoma de Coahuila, ubicada en Boulevard 
Venustiano Carranza sin número, con fundamento en 
la Ley de Acceso a la Información Pública y Protección 
de Datos Personales para el Estado de Coahuila de Za-
ragoza.

Debiendo tomar en consideración que por datos 
personales debe entenderse cualquier información nu-

Figura 1. Reactivos más relevantes (top 20) para la variable sesgo cognitivo durante la epidemia
Fuente: Elaboración propia
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mérica, alfabética, gráfica, fotográfica, acústica o de 
cualquier otro tipo concerniente a una persona, identifi-
cada o identificable.

En el entendido que el responsable del sistema de 
sus datos personales es la autoridad que los recaba, los 
mismos serán utilizados única y exclusivamente para 
los fines propios de cada una de las dependencias uni-
versitarias que conforman ésta Institución. Asimismo, 
tales datos personales podrán ser proporcionados úni-
camente a la Autoridad que al efecto acredite contar con 
facultad para ello.

En caso de negativa a suministrar los datos persona-
les requeridos por la autoridad y/o funcionario, inte-
rrumpirá indefinidamente el trámite y/o procedimiento 
a realizar en esta Universidad. La autenticidad y actua-
lización de los datos proporcionados es responsabili-
dad tanto de Usted como de la Autoridad que los 
recaba.

Ahora bien usted podrá ejercer sus derechos de Ac-
ceso, Rectificación, Cancelación u Oposición de sus Da-
tos Personales, de manera presencial ante la Unidad de 
Enlace de Transparencia, Acceso a la Información y 
Protección de Datos Personales o bien con la Depen-
dencia correspondiente. Finalmente para cualquier 
cambio respecto a este Aviso de Privacidad esta Univer-
sidad se reserva el derecho a efectuar en cualquier mo-
mento modificaciones o actualizaciones al presente 
aviso y se compromete a informar a Usted, de manera 
oportuna, a través de los medios adecuados como lo es 
el portal de Transparencia de la Universidad (Universi-
dad Autónoma de Coahuila, 2020).
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